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機械翻訳の研究開発の場では、翻訳品質は BLEU［1］

や METEOR［2］などの参照訳に基づく自動評価によっ

て推定されている。これらの自動評価指標は、ベンチマー

ク上での機械翻訳の性能改善に貢献してきたが、実世界

における機械翻訳の使用者は参照訳を事前に用意できな

い場合が多い。本稿では、機械翻訳の実世界での利用を

進める上で重要な、参照訳を用いない品質推定（Quality 

Estimation; QE）[3] について解説する。品質推定では、

原文とそれに対応する翻訳文を比較することで、機械翻

訳の品質を推定する。人手評価との相関が高い品質推定

の手法を開発することにより、機械翻訳の出力文をその

まま使用するか、手動または自動で後編集するか、他の

機械翻訳を使用するかという判断を支援できる。

機械翻訳に関する国際会議 WMT（Workshop on 

Statistical Machine Translation ／ Conference 

on Machine Translation）にて開催されている品質

はじめに1
推定コンペティション［4］を中心に、これまで多くの教

師あり品質推定の手法［5-9］が提案されてきた。しかし、

これらの教師あり品質推定モデルの訓練には、「原言語

文・機械翻訳の出力文・人手評価値」の 3 つ組が必要

である。このような品質推定の訓練用データの構築は、

翻訳者などの原言語と目的言語の両方に精通したアノ

テータが必要となるため、非常にコストが高い。そのた

め、WMT の品質推定コンペティションに含まれるよう

な、わずかな言語対でしか教師あり品質推定モデルを得

られないのが現状である。

教師なし品質推定は、このような人手評価値のラベル

付きデータの代わりに、機械翻訳の訓練に使用されるの

と同じ対訳コーパス、つまり、原言語文と目的言語文の

対のみを用いて訓練する。多言語 BERT［10］をはじめ

とする多言語文符号化器の活用は、教師なし品質推定の

ための有望なアプローチである。しかし、多言語文符号

化器から得られる文のベクトル表現は、図 1（左）に示

すように意味よりも言語の影響を強く受けており、再訓
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図 1　英語とルーマニア語のパラレルコーパスから無作為抽出した 1,000 文対の PCAによる可視化
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練なしでは言語を超えての文間の意味的類似度を正確に

推定できない。

本稿では、国際会議 EMNLP-2021（The 2021 

Conference on Empirical Methods in Natural 

Language Processing）および COLING-2022（The 

29th International Conference on Computational 

Linguistics）において我々が提案した教師なし品質推

定の手法［11-12］について解説する。これらの提案手法

では、多言語文符号化器から得られる文のベクトル表現

を、図 1（右）に示す言語固有の「言語表現」と図 1（中）

に示す言語非依存の「意味表現」に分離する。この意味

表現間の余弦類似度によって、言語を超えて文間の意味

的類似度を推定でき、人手評価値のラベル付きデータを

用いることなく機械翻訳の品質推定を実現できる。

多言語文符号化器は、品質推定をはじめとするクロス

リンガル言語理解のために有用である。しかし、図 1（左）

に示したように、多言語文符号化器から得られる文表現

は、言語固有の情報による影響を強く受け、再訓練なし

では言語を超えての文間の意味的類似度の推定が難しい。

我々の目的は、多言語文符号化器から得られる文表現

から言語固有の情報を取り除き、言語非依存の意味情報

を表現する「意味表現」を抽出することである。本研究

では、対訳コーパスを用いてこれを実現する方法を提案

する。

DREAM:Disentangled REpresentatioin for 
language-Agnostic Meaning (EMNLP-2021)2

提案手法は、図 2 に示すように、2 つの多層パーセ

プトロン（Multi-Layer Perceptron; MLP）から構成

される。多言語文符号化器から得られる文のベクトル表

現を入力として、MLPL が言語固有の情報（言語表現）

を抽出し、MLPM が言語非依存の情報（意味情報）を抽

出する。そして、言語表現と意味表現のベクトルを足し

合わせると、元の多言語文符号化器から得た文ベクトル

が復元されるという制約のもとで、2 つの多層パーセプ

トロンを学習する。

これらの多層パーセプトロンを、上記の復元損失 LR

の他に、意味に関する損失 LM および言語に関する損失

LL を用いて、対訳コーパス上で訓練する。つまり、式（1）

を最小化するような多言語のマルチタスク学習を行う。

図 3 に提案手法の概要を示す。本手法では、対訳コー

パスに含まれる（a）原言語文および（b）目的言語文

の文対に加えて、（c）原言語の中から無作為に選択さ

れた文および（d）目的言語の中から無作為に選択され

図 2　アイデアの中核となる自己符号化器

L = LR + LM + LL (1)

図 3　DREAMにおける意味表現の抽出
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た文の 4 文を用いて MLPM および MLPL を訓練する。（a）

と（b）は意味的に対応するが異言語の文対、（a）と（c）

および（b）と（d）は意味的な対応は持たないが同一

言語の文対である。これらの文間の関係を考慮して、（a）

と（b）の間では意味表現を近づけ、（a）と（c）およ

び（b）と（d）の間では言語表現を近づけつつ意味表

現を遠ざける。さらに、言語表現が各言語に固有の情報

を持つことを保証するために、言語表現からはその文が

何語なのかを判定する。

2.1　復元損失 LR

復元損失 LR は、図 2 の自己符号化器を訓練するため

の基本的な損失関数であり、意味表現 êM ∈ Rd と言語表

現 êL ∈ Rd から元の文表現 e ∈ Rd を復元できることを

表している。これらの文表現の次元数を d として、復元

損失を以下のように定義する。

ここで、êM と êL は、それぞれ MLPM（∙）と MLPL（∙）

によって元の文表現 e から抽出された意味表現と言語表

現である。

2.2　意味に関する損失 LM

式（1）における意味に関する損失 LM は、MLPM（∙）

が言語非依存の表現 êM を抽出するための制約である。

意味的に対応する（a）と（b）の文間では意味表現を

近づけ、意味的に対応しない（a）と（c）および（b）

と（d）の文間では意味表現を遠ざける。それぞれ、以

下の式（5）における Lx
M および Lm

M の各損失に対応する。

対訳文間で意味表現を近づけるための損失 Lx
M は、原

言語文から抽出した意味表現 ŝM ∈ Rd と目的言語文から

抽出した意味表現 t̂M ∈ Rd の間の類似度によって以下の

ように定義される。なお、本研究では ϕ（∙）として余弦

類似度を計算する。

+= ｜｜ ｜｜― －LR M L

1 2
2d

e ê ê( ) (2)

MLPM

MLPL

=
=

Mê

Lê

(3)
(4)

(e)
(e)

+=LM (5)LM
x LM

m

= － (6)(ŝM　　    )M,LM
x 1 ɸ t̂

無作為に選択された同一言語内の文間で意味表現を遠

ざけるための損失 Lm
M は、原言語文から抽出した意味表

現 ŝM および ŝ Ḿ ∈ Rd と目的言語文から抽出した意味表

現 t̂M および t̂ Ḿ ∈ Rd の間の類似度によって以下のように

定義される。

2.3　言語に関する損失 LL

式（1）における言語に関する損失 LL は、MLPL（∙）

が言語固有の表現 êL を抽出するための制約である。同

一言語である（a）と（c）および（b）と（d）の文間

で言語表現を近づける。また、êL が各言語に固有の情報

を持つことを保証するために、その文が何語なのかを判

定する言語判定を行う。それぞれ、以下の式（8）にお

ける Lm
M および Li

L の各損失に対応する。

同一言語内の文間で言語表現を近づけるための損失 

Lm
L は、原言語文から抽出した言語表現 ŝL ∈ Rd と目的言

語文から抽出した言語表現 t̂L ∈ Rd の間の類似度によっ

て以下のように定義される。

このように、式（7）の制約と式（9）の制約を用いて、

無作為に選択された同一言語内の文間で対照的な学習を

行うことによって、意味表現と言語表現を明確に分離す

ることを意図している。

最後の損失 Li
L は、言語判定の学習を通じて言語表現 

êL として各言語に固有の表現を得ることを目指すもの

である。新たに多層パーセプトロン MLPI を用意して式

（10）のように言語判定を行い、多クラス分類における

クロスエントロピー損失として式（11）のように Li
L を

計算する。

= (7)(ŝM   ŝ'M)( ) ( )LM
m max max0, ɸ , (           )0, ɸ ,+ Mt̂ Mt̂'

(8)+=LL LL
m LL

i

(9)LL
m －2 ɸ ɸ(ŝL   ŝ'L), － (         ),Lt̂ Lt̂'=

(10)= ( )MLPI (    )êLŷ softmax

(11)－= ŷ jyj
j

logLL ∑i
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2.4　実験設定
WMT20 の品質推定タスク［4］において提案手法の

有効性を評価する。提案手法では、原言語文および機械

翻訳の出力文を多言語文符号化器によって文表現に変換

し、それぞれの意味表現を抽出する。品質推定には、意

味表現の間の余弦類似度を用いる。公式の評価方法に従

い、モデルが推定した翻訳品質と人手評価値の間のピア

ソン相関によって品質推定の性能をメタ評価する。

2.4.1　データセット

WMT20 の品質推定タスク 1 には、6 言語対が含まれ

る。英語からドイツ語（en-de）および英語から中国語

（en-zh）の多資源言語対、ルーマニア語から英語（ro-

en）およびエストニア語から英語（et-en）の中資源言

語対、ネパール語から英語（ne-en）およびシンハラ語

から英語（si-en）の少資源言語対である。各言語対に

おいて、1,000 文対の原言語文および機械翻訳の出力

文と、人手評価値の組が提供されている。評価対象の機

械翻訳は、fairseq ツールキット 2［13］を用いて訓練され

た Transformer モデル［14］である。

我々の品質推定モデルの訓練には、WMT20 の品質

推定タスクで利用可能な対訳コーパスの一部を使用し

た。多資源言語対においては 100 万文対ずつ、中資源

言語対においては 20 万文対ずつ、少資源言語対におい

ては 5 万文対ずつの対訳コーパスを用いて訓練した。

2.4.2　モデル

本 研 究 で は、 全 て の MLP（MLPM・MLPL・MLPI）

1 https://github.com/facebookresearch/mlqe

2 https://github.com/pytorch/fairseq

に、1 層のフィードフォーワードニューラルネット

ワークを用いた。多言語文符号化器としては、代表的な

mBERT3［10]、XLM-R4[15]、LaBSE5[16］の 3 つを用い

た。文表現には、それぞれの多言語文符号化器における

[CLS] トークンに対応する最終層の出力ベクトルを用

いた。なお、対訳コーパスを用いて訓練するのは MLP

のみであり、多言語文符号化器そのものは再訓練しない。

我々の品質推定モデルは、バッチサイズを 512

文、最適化手法を Adam［17]、学習率を 1e-5 として

HuggingFace Transformers[18］を用いて訓練した。

検証用データにおける式（1）の損失が 10 エポック改

善しない場合に訓練を終了した。なお、検証用データは、

訓練用データから 10% を無作為抽出して作成した。

2.4.3　比較手法

WMT19 の品質推定タスク［19］でベースライン手法

として採用されている LASER［20］および WMT20 の

品質推定タスク［4］でベースラインとして採用されて

いる Predictor-Estimator［6］を提案手法と比較する。

LASER は再帰型ニューラルネットワークに基づく多言

語機械翻訳の符号化器部分である。LASER による品質

推定は教師なし手法であり、原言語文と機械翻訳の出力

文をそれぞれ LASER によってベクトル化し、それら

の余弦類似度によって翻訳品質を推定する。Predictor-

Estimator は、対訳コーパス上で目的言語文の各単語

を原言語文および目的言語文中の周辺単語から推定する

ように事前訓練された Predictor と、Predictor によっ

3 https://huggingface.co/bert-base-multilingual-
cased

4 https://huggingface.co/xlm-roberta-large

5 https://huggingface.co/sentence-transformers/
LaBSE

多資源言語対 中資源言語対 少資源言語対

en-de en-zh ro-en et-en ne-en si-en 平均

mBERT 0.071 0.010 0.182 0.009 0.025 - 0.056

mBERT + DREAM 0.125 0.131 0.663 0.354 0.400 - 0.335

XLM-R 0.061 0.007 0.151 0.016 0.008 0.148 0.063

XLM-R + DREAM 0.093 0.120 0.647 0.334 0.310 0.227 0.289

LaBSE 0.084 0.036 0.705 0.550 0.545 0.455 0.396

LaBSE + DREAM 0.151 0.156 0.711 0.549 0.627 0.552 0.458

LASER 0.105 0.106 0.705 0.463 - 0.325 0.341

Predictor-Estimator 0.145 0.190 0.685 0.477 0.386 0.374 0.376

表 1　WMT20 品質推定タスクにおけるDREAMと人手評価とのピアソン相関

https://github.com/facebookresearch/mlqe
https://github.com/pytorch/fairseq
https://huggingface.co/bert-base-multilingual-cased
https://huggingface.co/bert-base-multilingual-cased
https://huggingface.co/xlm-roberta-large
https://huggingface.co/sentence-transformers/LaBSE
https://huggingface.co/sentence-transformers/LaBSE
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て得られる特徴表現から品質推定を行う Estimator で

構成される教師あり品質推定の手法である。

2.5　実験結果
実験結果を表 1 に示す。mBERT、XLM-R、LaBSE

の全ての多言語文符号化器に対して、提案手法の意味表

現の抽出によって品質推定の性能が改善できることがわ

かる。特に、LaBSE の多言語文符号化器との組み合わ

せによって、最も高い性能を達成することができた。図

1（左）に示したように、mBERT や XLM-R は再訓練

なしの状態での品質推定器としての性能は低いが、提案

手法によって著しい性能改善が見られた。

LaBSE に提案手法を適用することで、教師なし品

質推定の LASER や教師あり品質推定の Predictor-

Estimator と比較して、多くの言語対において人手評

価との高い相関を達成することができた。特に、少資源

言語対において、著しい性能改善が見られた。

2 章では、正例としての対訳コーパスおよび無作為に

選択された擬似的な負例を用いて、多言語文符号化器か

ら得られる文のベクトル表現を言語固有の言語表現と言

語非依存の意味表現に分離する手法 DREAM を提案し

た。DREAM の意味表現は教師なし品質推定において

人手評価との高い相関を達成したが、意味表現に言語固

有の情報が含まれないことは保証されていない。

本章では、意味表現に言語固有の情報が含まれないこ

とを保証する敵対的学習を用いて、多言語文符号化器か

ら得られる文のベクトル表現を意味表現と言語表現に分

離する。本手法は、訓練時に負例を必要としないため、

DREAM よりも単純な構造かつ少ない計算コストで訓

MEAT:Meaning Embedding by 
Adversarial Training (COLING-2022)3

練できる。

図 4 に示すように、本手法も 2 章と同じく MLPL お

よび MLPM の 2 つの多層パーセプトロンからなる自己

符号化器を用いて、多言語文符号化器から得た文のベク

トル表現を言語固有の言語表現と言語非依存の意味表現

に分離する。これらの言語表現と意味表現を足し合わせ

ることで、元の文表現が復元される。本手法では、これ

らの多層パーセプトロンを、以下の 4 つの損失関数に

基づく多言語のマルチタスク学習によって訓練する。

3.1　復元損失 LR

2 章とは異なり、余弦類似度によって復元損失を定義

する。余弦類似度はベクトルの方向のみを考慮するため、

厳密にはベクトルの復元を評価しないが、こちらの方が

高い性能が得られるため、本章では以下の復元損失を採

用する。

3.2　交差復元損失 LC

対訳コーパスに含まれる原言語文 s と目的言語文 t は

意味的に等価である。そこで、対訳文において意味表現

同士を置換できることを保証するために、交差復元損失

を用いる。これは、原言語の言語表現 ŝL と目的言語の

意味表現 t̂M から原言語の文表現 s を復元でき、同様に目

的言語の言語表現 t̂L と原言語の意味表現 ŝM から目的言

語の文表現 t を復元できることを表している。以下のよ

うに交差復元損失を定義する。

L = LR + LC+ LL+ LA (12)

= － (13)LR 1 ɸ ( )(ê          )e－ M êL  ＋

(14)= －LC 2 ɸ ( )(ŝL          )   ＋ Mt̂,s －ɸ ( )(ŝM         )   ＋ Mt̂,t

図 4　MEATにおける意味表現の抽出
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3.3　言語表現損失 LL

対訳コーパスに含まれる原言語文 s と目的言語文 t は

異なる言語の文である。そこで、対訳文において言語表

現同士が類似しないことを保証するために、言語表現損

失を用いる。以下のように言語表現損失を定義する。

3.4　敵対的損失 LA

本研究では、多言語文符号化器から得られる文表現を

言語表現と意味表現に分離することによって、言語非依

存の意味的類似度推定を実現したい。そこで、意味表現

に言語固有の情報が含まれないことを保証するために、

敵対的損失を用いる。これは、意味表現 êM から入力文

の言語を判定できないことを表している。

敵対的訓練として言語を判定するために、新たに多層

パーセプトロン MLPD を用意する。以下のように意味表

現から言語を判定する N クラス分類を行う。

MLPD は、以下のように多クラス交差エントロピー損

失を用いて訓練する。

ここで、式（17）は MLPD を訓練するための損失関

数であり、MLPM および MLPL を訓練するための式（12）

には含まれないことに注意されたい。

この敵対的モデルに対して、本研究では意味表現から

言語を判定できないことを目指すため、言語判定におけ

る ŷの分布を一様分布に近づける。以下にように敵対的

損失を定義する。

ここで、N は訓練用データに含まれる言語の種類数

(15)=LL (ŝL      )( )max 0, ɸ , Lt̂

(16)= ( )MLPD(    )êMŷ softmax

(17)－= ŷ jyj
j

logLD ∑

(18)－= ŷ j
j

logLA ∑―
1
N

である。言語の判定に関しては、意味表現から言語を判

定可能にする式（17）の訓練と、意味表現から言語を

判定不可能にする式（18）の訓練の両方によって、敵

対的な訓練を行う。

3.5　評価実験
2.4 節と同じ設定で、提案手法の有効性を評価する。

なお、本実験では多言語文符号化器として、2.5 節にお

いて最も高い性能を達成した LaBSE［16］を用いる。

実験結果を表 2 に示す。まず、LaBSE と提案手法を

比較すると、提案手法によって全ての言語対において性

能が向上しており、本研究での意味表現の抽出が有効で

あることがわかる。また、2 章で提案した DREAM と

の比較においても、全ての言語対において改善が見られ

るため、本手法によってより良い意味表現を抽出できて

いると考えられる。

また、教師なし品質推定の LASER［20］や教師あり品

質推定の Predictor-Estimator［6］と比較して、提案手

法は全ての言語対において人手評価との高い相関を達成

することができた。特に、少資源言語対において、著し

い性能改善が見られた。

本稿では、mBERT［10］や LaBSE［16］などの事前訓

練された多言語文符号化器に基づく機械翻訳のための教

師なし品質推定の手法について解説した。我々が提案す

る DREAM［11］および MEAT［12］は、多言語文符号化

器によって得られる文表現から言語固有の情報を取り除

くことで言語非依存の意味表現を抽出し、言語を超えて

文間の意味的類似度推定を可能にした。

WMT20 の品質推定タスク［4］における 6 つの言語

対における評価実験の結果、提案手法は最先端の多言語

文符号化器である LaBSE の性能を一貫して改善し、人

おわりに4

多資源言語対 中資源言語対 少資源言語対

en-de en-zh ro-en et-en ne-en si-en 平均

LaBSE 0.084 0.036 0.705 0.550 0.545 0.455 0.396

LaBSE + DREAM 0.151 0.156 0.711 0.549 0.627 0.552 0.458

LaBSE + MEAT 0.215 0.222 0.717 0.587 0.634 0.571 0.491

LASER 0.105 0.106 0.705 0.463 - 0.325 0.341

Predictor-Estimator 0.145 0.190 0.685 0.477 0.386 0.374 0.376

表 2　WMT20 品質推定タスクにおけるMEATと人手評価とのピアソン相関
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手評価との高い相関を得た。特に、提案手法は少資源言

語対において教師なし品質推定の最高性能を達成した。
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